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Аннотация. Селезенка является одним из наибольших по объему органов кроветворения, ее 

повреждение или удаление ведет к нарушению многих иммунных функций. Остро стоит во-

прос о проведении органосохраняющих операций. Для их разработки необходимо детальное 

изучение внутриорганного артериального русла селезенки. В последнее время были предло-

жены модели, позволяющие количественно описывать сосудистые русла, особое место среди 

которых занимает дихотомическая модель. Эта модель представляет русло в виде структуры, 

состоящей из взаимосвязанных бифуркаций. На основе данных морфометрии коррозион-

ных препаратов артериального русла селезенки человека с использованием библиотеки Scikit 

Learn создана нейросетевая модель, позволяющая с высокой точностью предсказывать диа-

метры и длины сегментов, составляющие артериальную дихотомию. 
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Abstract. Spleen is one of the largest hemopoietic organs and its damage or removal leads to the 

impairment of immune functions. Organsaving surgeries are an urgent issue. In order to develop 

such surgeries, it is necessary to study in detail the intraorganic arterial system of the spleen. 

Recently, several models have been suggested to quantitatively describe the spleen arterial sys-

tem, the dichotomous model occupies a unique role among them. This model represents the sys-

tem as a structure consisting of interconnected bifurcations. A neural network model has been 

developed based on corrosion morphometry data of human spleen arterial system using Scikit 

Learn library, which allows to predict diameters and lengths of the segments making up the 

arterial dichotomy with high accuracy. 
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Селезенка является одним из наибольших по объему органов кроветворения [1], ее повреждение 
или удаление ведет к нарушению многих иммунных функций [2]. В настоящее время, в связи с ростом 
травматических повреждений селезенки, остро стоит вопрос о проведении органсберегающих (частич-
ная резекция поврежденных тканей) операций [3]. Разработка подобного рода операций невозможна 
без глубокого исследования внутриорганного артериального русла селезенки (ВАРС) [4]. 

В последнее время в морфологии наметилась перспективная тенденция исследования внутриор-

ганных артериальных русел различных органов человека как фрактальной или квазифрактальной си-

стемы [5–7]. Были предложены концептуальные модели, позволяющие количественно описывать осо-

бенности сосудистых русел. Такой подход, по мнению авторов [8], будет способствовать созданию 

морфометрического эталона внутриорганного русла, что поможет объективной диагностике возмож-

ных отклонений от нормального строения. 

Одной из таких моделей является дихотомическая модель, т.е. представление русла как струк-

туры, состоящей из взаимосвязанных бифуркаций (дихотомий). Эта модель интересна еще и тем, что 

повреждение артерий наиболее часто возникает в местах их разветвлений [9].  

Сосудистая дихотомия (рис. 1) – конструкция, состоящая из трех сосудистых сегментов, одного 

материнского и двух дочерних, каждый из которых характеризуется определенным диаметром (D, dmax 

и dmin) и длиной (L, lmax и lmin). 

А. М. Шай в своей диссертационной работе приводит регрессионные модели, хорошо описыва-

ющие связи между диаметрами материнского и дочерних сегментов, составляющих бифуркации (ди-

хотомии) различных уровней деления ВАРС [10]. Однако, используя регрессионный анализ связи 

между значениями длин сегментов и других исследуемых показателей различных уровней деления об-

наружить не удалось, что осложняет моделирование сосудистого дерева.  

 

 

 

 

Рис. 1. Сосудистая дихотомия [7]: D – диаметр материнского сегмента, L – длина материнского сегмента,  

dmax – диаметр большего дочернего сегмента, dmin – диаметр меньшего дочернего сегмента 

 

Мы посчитали возможным использование нейросетевого моделирования для предсказания зна-

чений длин материнских сегментов, составляющих бифуркации (дихотомии) ВАРС, расположенные 

на разных уровнях деления.  

Таким образом, цель исследования – создать нейросетевую модель ВАРС как квазифрактальной 

системы, состоящей из бифуркаций (дихотомий) на основании результатов морфометрии.  

В соответствии с целью работы решалась задача регрессии для предсказания диаметров и длин 

материнского и дочерних сегментов. Полносвязные нейронные сети прямого распространения явля-

ются универсальными аппроксиматорами функций. Доказательством является универсальная теорема 

аппроксимации (теорема Cybenko G.) [11]. Теорема утверждает, что сеть прямого распространения  

с одним скрытым слоем, содержащая нейроны с сигмоидальными функциями активации в скрытом 

слое и линейной функцией активации в выходном слое, позволяет аппроксимировать произвольную 

непрерывную функцию с любой точностью. Требуется только достаточно большое количество нейро-

нов в скрытом слое. В [12] теорема обобщена на произвольные функции активации в скрытом слое. 

Результаты теорем о нейронной сети как универсальном аппроксиматоре функций обобщены в [13] на 

сети глубокой архитектуры c популярной в таких сетях функцией активации ReLU. 
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Для решения поставленной задачи была выбрана библиотека Scikit-Learn (https://scikit-

learn.org/stable/). Scikit-Learn – это широко используемая библиотека машинного обучения, которая 

предоставляет широкий спектр инструментов для построения и оценки моделей машинного обучения 

[14]. Структура многослойных полносвязных нейронных сетей для решения задачи регрессии, реали-

зованных в Scikit-Learn, показана на рис. 2. В Scikit-Learn первым слоем считается входной вектор. 

Выходной слой содержит один нейрон с линейной функцией активации. 

 

 

Рис. 2. Структура нейронной сети 

 

Для скрытых слоев создаются одинаковые функции активации: логистическая сигмоидальная 

функция, гиперболический тангенс, функция ReLU. Обучение нейронной сети производится методом 

обратного распространения ошибки. При этом возможно использование следующих алгоритмов (оп-

тимизаторов): оптимизатор LBFGS из семейства квазиньютоновских методов, стохастический гради-

ентный спуск, оптимизатор Adam. 

Выбор структуры сети и оптимизатора производился экспериментально с использованием 

набора обучающих данных. Набор содержит 6840 примеров. Признаковые описания примеров содер-

жат признаки: пол, возраст, номер генерации, уровень деления, диаметр материнского артериального 

сегмента (D), фактор формы 
2

1
L

FF
D

=  [8]. Исходные данные получены путем морфометрии 67 корро-

зионных слепков артериального русла селезенки человека, лиц обоего пола, 1-го и 2-го зрелого воз-

раста [15]. Минимальный диаметр слепков артериальных сегментов составлял 0,1 мм. Целевыми (опре-

деляемыми нейросетевой моделью) являются: диаметр большего дочернего артериального сегмента 

(dmax), диаметр меньшего дочернего артериального сегмента (dmin), длина артериального сегмента (L), 

длина большего дочернего артериального сегмента (lmax), длина меньшего дочернего артериального 

сегмента (lmin). Набор не содержит пропуски данных и выбросы. Все атрибуты, кроме пола и возраста, 

являются числовыми. Качественные признаки закодированы целыми числами (Ordinal Encoder). Чис-

ловые признаки стандартизировались таким образом, чтобы они имели нулевое среднее значение и 

единичное стандартное отклонение. 

У нейросетевого регрессора пакета Scikit-Learn (рис. 2) первым слоем считается входной вектор. 

Второй слой (первый скрытый слой) всегда содержит число нейронов, равное размерности входного 

вектора. Выходной слой содержит один нейрон. Количество скрытых слоев, количество нейронов  

в скрытых слоях и алгоритм обучения необходимо подбирать. Подбор этих параметров сети произво-

дился по результатам вычисления метрик качества регрессии [16]. Вычислялся коэффициент детерми-

нации  
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где y – фактическое значение зависимой переменной, y  – среднее значение y, y  – спрогнозированное 

значение зависимой переменной. 

Чем ближе 
2R  к единице, тем выше качество регрессионной модели. Вычислялись также сред-

няя квадратическая ошибка (Mean Squared Error) 2

1

1
( )

n

i ii
MSE y y

n =
= − и корень из среднеквадрати-

ческой ошибки модели (Root Mean Squared Error) 
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n
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y y
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n

=
−

=


, где n – общее количество 

наблюдений. Метрики качества вычислялись по результатам работы обученной нейронной сети на те-

стовом наборе данных, на котором сеть не обучалась. В качестве тестового набора выделялось 25 % от 

общего набора данных. В качестве функции потерь нейросетевой регрессор использует среднюю 

сумму квадратов ошибок сети. 

По результатам экспериментов лучшие значения метрик качества получены для двух скрытых 

слоев, причем подбираемый второй скрытый слой содержит 70 нейронов с функцией активации ReLU. 

Лучшим алгоритмом обучения оказался алгоритм с адаптивной скоростью обучения Adam (adaptive 

moments) [14]. На 𝑘-м шаге (эпохе) обучения алгоритм реализуется по формулам 
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где 
( )( )k

g w  – вектор градиента k-м шаге; 
( )k

w  – вектор весов сети;   – поэлементное умножение; . /  – 

поэлементное деление; 1 0,9, =  2 0,999 =  – параметры ослабления,   – сглаживающий член, для из-

бежания деления на ноль, обычно 10.10−   

Начальные значения векторов 0,=m  0.=s  При вычислении 
( )1k+

m  и 
( )1k+

s  коэффициенты 

ослабления возводятся в степень, равную номеру текущей итерации. Использован мини-пакетный ре-

жим обучения нейронной сети с размером пакета, равным 200. Для предотвращения переобучения при-

менена ранняя остановка (early stopping): выделяется 10 % обучающих данных для проверки и обуче-

ние прекращается, когда результат проверки не улучшается по крайней мере на 0,0001 в течение 10 

последовательных эпох. 

Эксперименты показали, что длина артериального сегмента (L) предсказывается очень точно: 

коэффициент детерминации равен 0,997; средняя абсолютная ошибка равна 0,0765 (все результаты 

приведены для тестового набора). Диаметр большего дочернего артериального сегмента (dmax) также 

прогнозируется точно: коэффициент детерминации равен 0,950, средняя абсолютная ошибка – 0,079. 

Несколько хуже предсказывается диаметр меньшего дочернего артериального сегмента (dmin): коэффи-

циент детерминации равен 0,747, средняя абсолютная ошибка – 0,113. Длины дочерних артериальных 

сегментов точно предсказать не удается: коэффициент не превышает 0,3. Однако длины дочерних сег-

ментов, составляющих артериальную бифуркацию, возможно рассчитать используя формулу показа-

теля фактора формы: 
2

1
L

FF
D

= . 

В результате данного исследования разработана нейросетевая модель для определения значений 

диаметров и длин сегментов, составляющих артериальную бифуркацию. Это в будущем, в клиниче-

ских условиях, после соответствующих доработок позволит прогнозировать объем и площадь участка 

селезенки, который обеспечивается кровью данным сосудом, и судить об адекватности кровоснабже-

ния. Возможно также создание методики предоперационного моделирования, которая в условиях вир-

туального эксперимента позволит объективно прогнозировать исход оперативных вмешательств. 
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